Лабораторная работа 6
Генерация изображений с использованием Convolutional GAN (DCGAN) 
1. Подготовка данных и загрузчик (DataLoader)
В этой работе вы выбираете датасет (например, CIFAR-10), приводите изображения к одному размеру (64×64), переводите их в тензор и нормализуете в диапазон [-1, 1]. Затем создаёте DataLoader и визуализируете один батч в виде сетки, чтобы убедиться, что данные подаются корректно.
import torch
from torch.utils.data import DataLoader
from torchvision import datasets, transforms, utils
image_size = 64
batch_size = 128
transform = transforms.Compose([
    transforms.Resize(image_size),
    transforms.CenterCrop(image_size),
    transforms.ToTensor(),
    transforms.Normalize((0.5, 0.5, 0.5), (0.5, 0.5, 0.5))  # -> [-1, 1]
])
dataset = datasets.CIFAR10(root="./data", train=True, download=True, transform=transform)
loader = DataLoader(dataset, batch_size=batch_size, shuffle=True, num_workers=2)
# Проверка одного батча
real, _ = next(iter(loader))
print("Batch shape:", real.shape)          # (B, 3, 64, 64)
print("Min/Max:", real.min().item(), real.max().item())
# Сохранить сетку изображений (первые 64)
grid = utils.make_grid(real[:64], nrow=8, normalize=True, value_range=(-1, 1))
utils.save_image(grid, "lab1_batch_grid.png")
print("Saved: lab1_batch_grid.png")
2. Архитектура DCGAN (Generator и Discriminator)
Здесь реализуются две сети. Генератор строит изображение из шума через ConvTranspose2d, BatchNorm, ReLU, а на выходе использует Tanh. Дискриминатор, наоборот, сжимает изображение через Conv2d и выдаёт вероятность «реальное/фейк». После этого выполняется проверка размерностей на случайном шуме и на случайном батче.
import torch
import torch.nn as nn
device = "cuda" if torch.cuda.is_available() else "cpu"
nc = 3      # channels
nz = 100    # latent dim
ngf = 64
ndf = 64
class Generator(nn.Module):
    def __init__(self):
        super().__init__()
        self.net = nn.Sequential(
            nn.ConvTranspose2d(nz, ngf*8, 4, 1, 0, bias=False),
            nn.BatchNorm2d(ngf*8),
            nn.ReLU(True),

            nn.ConvTranspose2d(ngf*8, ngf*4, 4, 2, 1, bias=False),
            nn.BatchNorm2d(ngf*4),
            nn.ReLU(True),

            nn.ConvTranspose2d(ngf*4, ngf*2, 4, 2, 1, bias=False),
            nn.BatchNorm2d(ngf*2),
            nn.ReLU(True),

            nn.ConvTranspose2d(ngf*2, ngf, 4, 2, 1, bias=False),
            nn.BatchNorm2d(ngf),
            nn.ReLU(True),

            nn.ConvTranspose2d(ngf, nc, 4, 2, 1, bias=False),
            nn.Tanh()
        )

    def forward(self, z):
        return self.net(z)
class Discriminator(nn.Module):
    def __init__(self):
        super().__init__()
        self.net = nn.Sequential(
            nn.Conv2d(nc, ndf, 4, 2, 1, bias=False),
            nn.LeakyReLU(0.2, inplace=True),

            nn.Conv2d(ndf, ndf*2, 4, 2, 1, bias=False),
            nn.BatchNorm2d(ndf*2),
            nn.LeakyReLU(0.2, inplace=True),

            nn.Conv2d(ndf*2, ndf*4, 4, 2, 1, bias=False),
            nn.BatchNorm2d(ndf*4),
            nn.LeakyReLU(0.2, inplace=True),

            nn.Conv2d(ndf*4, ndf*8, 4, 2, 1, bias=False),
            nn.BatchNorm2d(ndf*8),
            nn.LeakyReLU(0.2, inplace=True),

            nn.Conv2d(ndf*8, 1, 4, 1, 0, bias=False),
            nn.Sigmoid()
        )

    def forward(self, x):
        return self.net(x).view(-1)

def count_params(m): 
    return sum(p.numel() for p in m.parameters() if p.requires_grad)

G = Generator().to(device)
D = Discriminator().to(device)

print("G params:", count_params(G))
print("D params:", count_params(D))

# dry run
z = torch.randn(16, nz, 1, 1, device=device)
fake = G(z)
print("Fake shape:", fake.shape)  # (16, 3, 64, 64)

score = D(fake)
print("D output shape:", score.shape)  # (16,)

3. Обучение DCGAN (цикл обучения, лоссы, сохранение примеров)
В этой работе реализуется adversarial-обучение: сначала обновляется дискриминатор (на реальных и фейковых данных), затем генератор (он старается «обмануть» дискриминатор). Вы сохраняете изображения после каждой эпохи и отслеживаете lossD и lossG.
import os
import torch
import torch.nn as nn
import torch.optim as optim
from torchvision import utils

os.makedirs("samples", exist_ok=True)

def weights_init(m):
    name = m.__class__.__name__
    if "Conv" in name:
        nn.init.normal_(m.weight.data, 0.0, 0.02)
    elif "BatchNorm" in name:
        nn.init.normal_(m.weight.data, 1.0, 0.02)
        nn.init.constant_(m.bias.data, 0)

G.apply(weights_init)
D.apply(weights_init)

criterion = nn.BCELoss()
optG = optim.Adam(G.parameters(), lr=2e-4, betas=(0.5, 0.999))
optD = optim.Adam(D.parameters(), lr=2e-4, betas=(0.5, 0.999))

epochs = 5
fixed_noise = torch.randn(64, nz, 1, 1, device=device)

for epoch in range(1, epochs + 1):
    for i, (real, _) in enumerate(loader, start=1):
        real = real.to(device)
        bsz = real.size(0)

        label_real = torch.ones(bsz, device=device)
        label_fake = torch.zeros(bsz, device=device)

        # ---- Train D ----
        D.zero_grad(set_to_none=True)
        out_real = D(real)
        lossD_real = criterion(out_real, label_real)

        noise = torch.randn(bsz, nz, 1, 1, device=device)
        fake = G(noise)
        out_fake = D(fake.detach())
        lossD_fake = criterion(out_fake, label_fake)

        lossD = lossD_real + lossD_fake
        lossD.backward()
        optD.step()

        # ---- Train G ----
        G.zero_grad(set_to_none=True)
        out_fake_for_G = D(fake)
        lossG = criterion(out_fake_for_G, label_real)  # хотим, чтобы D говорил "real"
        lossG.backward()
        optG.step()

        if i % 200 == 0:
            print(f"Epoch {epoch} Step {i}/{len(loader)}  lossD={lossD.item():.4f} lossG={lossG.item():.4f}")

    # сохранить пример генерации после эпохи
    with torch.no_grad():
        samples = G(fixed_noise).cpu()
    grid = utils.make_grid(samples, nrow=8, normalize=True, value_range=(-1, 1))
    utils.save_image(grid, f"samples/epoch_{epoch:03d}.png")
    print("Saved:", f"samples/epoch_{epoch:03d}.png")
4. Эксперименты (улучшение стабильности/качества)
В этой работе вы меняете гиперпараметры и сравниваете результаты. Например, применяете label smoothing (real=0.9), добавляете dropout в дискриминатор, либо меняете nz, batch_size, lr. Ниже — пример кода для label smoothing и dropout.
# 1) Label smoothing: вместо 1.0 используем 0.9 для real
label_real = torch.full((bsz,), 0.9, device=device)
label_fake = torch.zeros(bsz, device=device)

# 2) Пример добавления Dropout в Discriminator (замените часть модели)
class DiscriminatorWithDropout(nn.Module):
    def __init__(self):
        super().__init__()
        self.net = nn.Sequential(
            nn.Conv2d(nc, ndf, 4, 2, 1, bias=False),
            nn.LeakyReLU(0.2, inplace=True),
            nn.Dropout(0.3),

            nn.Conv2d(ndf, ndf*2, 4, 2, 1, bias=False),
            nn.BatchNorm2d(ndf*2),
            nn.LeakyReLU(0.2, inplace=True),
            nn.Dropout(0.3),

            nn.Conv2d(ndf*2, ndf*4, 4, 2, 1, bias=False),
            nn.BatchNorm2d(ndf*4),
            nn.LeakyReLU(0.2, inplace=True),

            nn.Conv2d(ndf*4, ndf*8, 4, 2, 1, bias=False),
            nn.BatchNorm2d(ndf*8),
            nn.LeakyReLU(0.2, inplace=True),

            nn.Conv2d(ndf*8, 1, 4, 1, 0, bias=False),
            nn.Sigmoid()
        )

    def forward(self, x):
        return self.net(x).view(-1)

# Использование:
# D = DiscriminatorWithDropout().to(device)
# D.apply(weights_init)
# optD = optim.Adam(D.parameters(), lr=2e-4, betas=(0.5, 0.999))

5. Оценка качества (простая метрика без сложных библиотек)
В этой работе вы должны оценить качество генерации количественно. Если FID/IS подключать сложно, можно сделать простую оценку: сравнить статистики средней яркости и дисперсии у реальных и сгенерированных изображений. Это не «официальная» GAN-метрика, но для лабораторной как базовая оценка подходит.
import torch
@torch.no_grad()
def batch_stats(x):
    # x: (B, C, H, W) в [-1, 1]
    # переводим в [0, 1]
    x01 = (x + 1) / 2
    mean = x01.mean(dim=[0, 2, 3])  # среднее по каналам
    std = x01.std(dim=[0, 2, 3])    # std по каналам
    return mean.cpu(), std.cpu()
# Реальные
real, _ = next(iter(loader))
real = real.to(device)
real_mean, real_std = batch_stats(real)
# Сгенерированные
z = torch.randn(real.size(0), nz, 1, 1, device=device)
fake = G(z)
fake_mean, fake_std = batch_stats(fake)
print("Real mean RGB:", real_mean.numpy(), " Real std RGB:", real_std.numpy())
print("Fake mean RGB:", fake_mean.numpy(), " Fake std RGB:", fake_std.numpy())
print("Diff mean:", (fake_mean - real_mean).abs().numpy())
print("Diff std :", (fake_std - real_std).abs().numpy())

